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Рассматривается задача распознавания гиперспектральных 

изображений с «полуконтролируемым обучением» 





 

особенности гиперспектральных изображений 

● большая размерность: 

 до 106 объектов (пикселей);  

●  несколько сотен коррелированных переменных 

(каналов); их зашумленность. 

 

 

 



Предлагаемый метод основан на сочетании:  

- коллективного (ансамблевого) подхода в кластерном 

анализе, и  

- ядерных методов классификации: использование 

усредненной коассоциативной матрицы, полученной в 

результате применения ансамбля алгоритмов 

кластерного анализа, в качестве ядра. 

 



Композиция (ансамбль) алгоритмов 

  

 

 

 

 

 

  

Kernel K-means с различными начальными инициализациями 

 

коллективное 
решение  



    В чем полезность коллектива? 

• Известно, что комбинация решений полезна при обучении с 

учителем (boosting, bagging, decision forest); 

• Снижается зависимость от выбора параметров работы; 

• Улучшается качество решений; 

• Возможность проведения распределенных вычислений (при 

различном местоположении подмножеств объектов или 

переменных). 



● Подход, основанный на коассоциативных матрицах
1
 

I-й этап: генерация матриц: l-й вариант разбиения   бинарная 

матрица  

, 

 где      , если  и  принадлежат разным кластерам;       

            , иначе,    .  

II-й этап: усреднение с весами: , 

, , . 

III-й этап: нахождение итогового разбиения:  

попарное сходство (различие) объектов определяется по . 

_____________________________________________________________________________________________________________________________________________ 

1. Berikov V., Pestunov I. Ensemble clustering based on weighted co-association matrices: Error bound and convergence 

properties // Pattern Recognition. 2017. Vol. 63. P. 427-436. 

 

 

 



«Ядерные» методы обучения (kernel based learning) 
 

Ядро определяет переход в «спрямляющее» пространство и 
позволяет применять линейные алгоритмы классификации к 
линейно неразделимой выборке. 
 

Теорема Мерсера. Функция  является ядром (определяет 

скалярное произведение в некотором пространстве) тогда и 
только тогда, когда она симметрична и неотрицательно 
определена: для любых наборов   и ,  
выполняется: 

                                                       
Утверждение 1. Усредненная матрица коассоциации   

удовлетворяет условиям  Мерсера.  
 

Таким образом, матрица  может быть использована в «ядерных» 
методах классификации, в частности, в SVM.  
 
 
 
 

 

 

 



 

    Три главные идеи: 

● максимизация ширины разделительной полосы 

между двумя образами; 

● штраф за нарушение полосы; 

● привлечение функции ядра для разделения образов с 

нелинейными границами 

 

 

 
Метод опорных векторов (Support Vector Machine, SVM, 

1992, алгоритм «Обобщенный портрет», В.Н. Вапник, 

1963) 

Комбинированный алгоритм САSVM 
 

1. Построение по  базового набора вариантов группировки с 

помощью K-means для различных начальных инициализаций; 

2. Вычисление матрицы ; 

3. Построение решающей функции алгоритмом SVM по  для 

размеченных данных. 
 

 



 

    

Комбинация с методом kNN 



Пример 

http://alweb.ehu.es/ccwintco/index.php?title=Hyperspectral_Remote_Sensing_Scenes   

Pavia University scene (610×340, 103 канала,  разрешение 1,3 м,  

10 типов городского ландшафта). 

 

 

 

                                а)           б) 

Гиперспектральное изображение Pavia University scene  

(RGB композит) (а) и размеченные данные (б). 

 

http://alweb.ehu.es/ccwintco/index.php?title=Hyperspectral_Remote_Sensing_Scenes


Параметры эксперимента 

• размеченная выборка:  1% пикселей для каждого 
класса;  

• шум: случайно отобранные r%  пикселей  

, ,  - параметры;  

• CASVM на основе коллектива K-средних,  

, ; случайное подпространство 
размерности 2; число итераций K-средних - 1.  

 
Сравнение 

 
Многоклассовый алгоритм опорных векторов SVM, 
использующий стандартную евклидову метрику 
 

 



Точность алгоритмов CASVM и SVM при различных значениях 

параметров шума;  

Параметры 

шума ,  

0%, 0 10%, 0.1 20%, 0.2 30%, 

0.3 

CASVM 0.82 0.80 0.78 0.77 

SVM 0.83 0.75 0.66 0.64 

        

Время работы   t1 =17+19 сек;  t2 =6 сек 

 



Направления дальнейшей работы 
 

● уменьшение трудоемкости алгоритмов (привлечение 

Minimum Spanning Tree, иерархических матриц); 
 

 

● учет мер разнообразия решений в ансамбле 

(«расслоение» на множестве параметров алгоритмов); 
 

● обучение метрике расстояния с помощью кластерных 

ансамблей с использованием «леса» решений. 



Спасибо за внимание! 

 

 


