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СЕКЦИЯ 1. Интегрированные геоинформационные технологии и системы в задачах мониторинга 



Классификация с обучением 

- множество 

признаков   
- множество 

меток классов 

Классификатор  ставит в соответствие элементам  

множества признаков элементы множества меток 

классов                   . Обучение состоит в 

оптимизации параметров классификатора на 

обучающем множестве.  
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Базовые классификаторы 

1. Метод наиближайшего центроида (эталона). 

2. Метод K наиближайших соседей. 

3. Решающие деревья. 

4. Байесовские классификаторы. 

5. Ядерный метод опорных векторов. 

Перечисленные методы имеют различную точность (возможность аппроксимировать оптимальную 

дискриминантную поверхность), вычислительную сложность (скорость работы) и устойчивость 

обучения (обобщающая способность, проблемы переобучения и проклятия размерности). 



Вероятность P успешной классификации 

комплексного алгоритма будет превосходить 

точность p базового классификатора при 0.5<p<1. 

Точность будет увеличиваться с ростом T. 

 

Так при T=3 

 

 

при T=5 

 

 

 

Таким образом, ансамблевый подход позволяет 

увеличить точность слабых базовых 

классификаторов. Однако, при этом следует 

учитывать важность условия независимости 

рассматриваемых базовых алгоритмов.  

 

 

 

 

 

 

 

Пусть у нас есть T  базовых алгоритмов b(x), решающих независимым образом задачу бинарной 

классификации с вероятностью p. На их основе мы можем построить комплекс (ансамблевый 

алгоритм), основанный на принципе "комитета большинства" 

 

 

 

т.е. объект относят к тому классу, за который "проголосовало" большинство алгоритмов. 

 

Ансамблевые методы обучаемой классификации 
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Задаем начальные веса элементов обучающего множества 

Комплексирование слабых базовых классификаторов 
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Адаптивный бустинг 
(многоклассовый) 

Метод случайных 

подпространств 

Имеется T  слабых базовых многоклассовых алгоритмов b(x) и обучающее множество 

Опишем два метода обучения комплексного алгоритма 
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Цикл по t=1:T 

Выбираем базовый классификатор имеющий минимальную 

 

средневзвешенную ошибку 

 

Если                  - цикл останавливается. 

 

Рассчитываем 

 

 

Модифицируем и нормируем веса обучающих данных 
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Таким образом, на каждом шаге выбирается классификатор, 

который лучше идентифицирует объекты неверно 

распознаваемые предыдущим классификатором. 

Бэггинг 

На основе случайного выбора с возвращением 

из исходного обучающего множества 

формируются новые множества, состоящие 

также из N элементов. Полученные множества 

используются для обучения базовых алгоритмов, 

которые затем объединяются в композицию 

(алгоритм взвешенного голосования) аналогично 

методу АБ. 

Наибольшую эффективность данный подход 

показывает при малых N. 

Из исходного обучающего множества 

выбираются один или несколько признаков, на 

основе которых формируются обучающие 

подмножества, которые далее используются для 

обучения базовых алгоритмов. Классификаторы 

объединяются в композицию взвешенного 

голосования, где их веса определяются 

аналогично методу АБ. 

Данный подход эффективен при большой 

размерности признакового пространства. 



Комбинирование бинарных классификаторов на 

основе декодирования классов 
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Задача многоклассовой классификации может 

быть представлена в виде решения серии 

задач бинарной классификации и 

последующего голосования. 
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При построении матрицы С  должны выполняться условия: 

– допустимые значения элементов только числа –1, 0 и 1; 

– каждый столбец содержит как минимум один элемент 1 и один 

элемент –1; 

– все различные векторы-столбцы не лежат на одной прямой; 

– все различные векторы-строки не совпадают; 

– для любых двух классов должен существовать столбец, в котором 

эти классы разделяются. 
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Примеры стандартных кодовых матриц 



Алгоритм декодирования классов 

l1 l2 l3 l4 l5 l6 l7 HD ED 

y1 -1 -1 1 1 -1 1 1 1 2 

y2 -1 1 0 0 0 0 0 5/2 √5 
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Алгоритм взвешенного декодирования 
(ECOC classifier) 
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Стандартные функции потерь 

cij - элементы кодовой матрицы, g - функция потерь, sj(x) - 

баллы классификатора lj для набора признаков x. 



Тестирование классификаторов ECOC на искусственных 

данных Distribution of features 

Discriminant surfaces 

Objects: 

1) gaussian mixture, 3 components, 3000 samples; 

2) gaussian mixture, 2 components, 2000 samples; 

3) gaussian mixture, 2 components, 2000 samples; 

4) uniform, 1000 samples.  

ordinal 
one-vs-

all 

binary 

complete 

one-vs-

one 

ternary 

complete 

linear 0.75  0.57  0.54  0.53  0.56 

poly 2 0.48  0.46  0.41  0.38  0.38 

poly 3 0.45  0.43  0.38  0.32  0.36 

gaussian 0.34  0.3  0.3  0.3  0.3 

kernel 

coding 

Error of optimum bayesian classifier  (with exact PDF) - 0.3 

Errors of ECOC SVM classifiers 



Комбинирование базовых классификаторов на 

основе метода декодирования 

При решении задач бинарной классификации, определяемых кодовой матрицей целесообразно использовать 

классификаторы различной сложности. Для решения большей части таких задач достаточно использовать 

слабые, но более быстрые классификаторы. Если точность таких классификаторов немного ниже требуемой, их 

можно улучшить за счет применения бустинга.  

l1 l2 l3 l4 l5 l6 l7 l8 l9 l10 l11 l12 l13 l14 l15 

Вода 1 1 1 1 1 0 0 0 0 0 0 0 0 0 0 

Почва -1 0 0 0 0 1 1 1 1 0 0 0 0 0 0 

Сосна 0 -1 0 0 0 -1 0 0 0 1 1 1 0 0 0 

Ель 0 0 -1 0 0 0 -1 0 0 -1 0 0 1 1 0 

Береза 0 0 0 -1 0 0 0 -1 0 0 -1 0 -1 0 1 

Ольха 0 0 0 0 -1 0 0 0 -1 0 0 -1 0 -1 -1 

Метод наиближайшего эталона 

SVM с квадратичным 

ядром или 

нормальный БК 

SVM с гауссовским ядром 

или БК на основе ГС 



Гиперспектральная аэросъемка территории Савватьевского 

лесничества 

Измерения производились в 2011 году с борта самолета АН-2. Гиперспектрометр АВ-ВД производства НПО Лептон 

(г. Зеленоград) устанавливался на гиростабилизированную платформу. Ниже приведены карта территории облета и 

основные характеристики прибора. 

• спектральный диапазон:  400-1000 нм; 

• число спектральных каналов: 287 + 3 темн.; 

• спектральное разрешение: 0.34 - 13.9 нм; 

• угловое разрешение:  1.9'   

  (размер пикселя 0.55 м 1000 м); 

• угол зрения:   16 

  (полоса захвата 275 м с высоты 1000 м); 

• рабочие углы Солнца:   20 - 90; 

• мощность:   7 Вт; 

• вес:   2 кг; 

• разрядность видеосигнала:    12 бит. 

 

Габариты АВ-ВД с учетом крепежных элементов: 

80 мм70 мм400мм 

 Основные технические характеристики 



Зависимость ошибки классификации от числа 

базовых алгоритмов  
(KNN) 

Евкл. Минковс. 

Чебыш. 
    

        



Зависимость ошибки классификации от числа 

базовых алгоритмов  
(дискриминантный анализ) 

линейный, 

АБ 

линейный,  

МСП 

квадратичный, 

АБ 

квадратичный,  

МСП 

        

        



Линейный дискриминант 

 

Квадратичный дискриминант 

 
KNN с Чебышевской метрикой 

 

KNN с Евклидовой метрикой 

 

Тестирование эффективности бустинга на модельных 

данных 

Base classifiers  Without boosting, 

% 

With boosting, 

% 

KNN with Euclidean metric 9,1  6,9  

KNN with the Minkowski metric 9,1  7,1  

KNN with the Chebyshev metric 9,4  6,8  

Linear discriminant 11,1  10,7  

Quadratic discriminant 9,1  8,5  

ECOC SVM with a Gaussian kernel 6,7 

Классификация модельных гиперспектральных данных (нормализованные спектральные яркости) по 

породному составу древостоев (1000 компонент на класс): 1 – осина, 2 – береза, 3 – сосна, 4 – ошибки 

классификации 

базовый бустинг базовый бустинг 

базовый бустинг базовый бустинг 



Классификация породного состава на тестовых 

участках 

№ composition № composition 

1 8B2A 8 8B2P 

2 10P 9 10P 

3 10P 10 8B1P1A 

4 10P 11 8P1B1S 

5 8B2P 12 8B2P 

6 10B 13 9P1B 

7 9P1B 

№ 

compositi

on № 

compositi

on № 

compositi

on 

1 10P 7 10P 13 8B2P 

2 8P2B 8 5P5B 14 10P 

3 8B2P 9 10P 15 7B3P 

4 10P 10 9P1B 16 9P1B 

5 8B2P 11 9P1B 17 10P 

6 6P4B 12 6P4B 18 7P3B 

RGB 

KNN subspace                                                                ECOC SVM 

KNN subspace                                                                ECOC SVM 



Ошибки классификации породного состава на 

тестовых участках 

Boosting ECOC 

№ Error, % № Error, % № Error, % № Error, % 

1 27 8 16 1 17 8 15 

2 5 9 3 2 5 9 3 

3 3 10 17 3 4 10 17 

4 29 11 8 4 29 11 7 

5 15 12 20 5 15 12 17 

6 17 13 6 6 15 13 6 

7 25 7 27 

 

 

Boosting ECOC 

№ Error, % № Error, % № Error, % № Error, % 

1 1 10 1 1 1 10 1 

2 19 11 11 2 18 11 11 

3 18 12 9 3 15 12 7 

4 4 13 28 4 3 13 28 

5 36 14 4 5 32 14 4 

6 18 15 19 6 15 15 18 

7 2 16 20 7 2 16 17 

8 28 17 0 8 28 17 0 

9 0 18 6 9 0 18 6 
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Общая ошибка классификации 

KNN subspace:   участок 1 - 14%,   участок 2 - 10% 

ECOC SVM: участок 1 - 12%, участок 2  - 9% 



Выводы 

Рассмотрены особенности применения ансамблевых методов классификации 

(бустинг и декодирование) в задаче тематической обработки обработки 

гиперспектральных изображений. Предложена более эффективная модификация 

метода декодирования, которая позволяет совместно использовать базовые 

классификаторы различной степени сложности. 

Проведены численные эксперименты на основе модельных данных. Результаты 

показывают, что методы бустинга позволяют повысить точность простых базовых 

классификаторов на 30%, однако практически бесполезен для более точных 

нелинейных алгоритмов. Увеличение точности АБ прекращается при использовании 

более 10-20 циклов обучения базовых классификаторов, для МСП стабилизация 

наступает при 80-100 циклах. 

При обработке реальных гиперспектральных изображений ансамблевые методы 

показали приемлемую точность, сопоставимую с точностью стандартных данных 

лесотаксации. При этом KNN МСП показал меньшую точность по сравнению с ECOC 

SVM.  


